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 چکیده

 قدم اول در یک مدل سازی اصولی ،بررسی گذشته داده ها به منظور شناسایی و تعیین ماهیت یک پدیده
پیش  .است که با استفاده از آن می توان در گام بعدی به یک پیش بینی صحیح و قابل اتکا دست یافت

بینی بار روزانه در شرکت های توزیع که به منظور ارائه به شرکت مدیریت شبکه و همچنین به منظور 
ری مهم در شبکه های توزیع محسوب می گردد، اتخاذ روشی مناسب در قبال مدیریت بار می باشد ام

در این حوزه پیش بینی قیمت برق نیز برای مشتریان و همچنین شرکت های توزیع از اهمیت بالایی 
برخوردار است، از این رو در این مقاله ابتدا به بررسی مسئله پیش بینی بار مصرفی برق مشتریان خواهیم 

ده، این مدل را برای پیش بینی قیمت برق با داده های متفاوت به پرداخت و برای ارزیابی مدل ارائه ش
 نوع دیگری از داده های کار به منظور جامعیت بخشیدن به مسئله پیش بینی کار خواهیم برد. در ادامه

بینی و ارزیابی قرار خواهیم داد این  سری زمانی به نام داده های سری زمانی چند متغیره را مورد پیش
ای سری زمانی چند متغیره در حوزه هایی که می توان ویژگی های بیشتری را برای داده ها نوع داده ه

 در نظر گرفت از اهمیت قابل توجهی برخوردار می باشند.
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 مقدمه  1

سری زمانی توالی از مشاهدات بر روی یک متغیر است که در نقاط متوالی از زمان یا دوره های متوالی 
شود. این محاسبه ممکن است هر ساعت، هر روز، هر هفته ، هر ماه یا هر سال و در زمان محاسبه می 

یا در هر فاصله زمانی دیگری انجام شود. الگوی داده ها در درک اینکه سری زمانی در گذشته چگونه 
رفتار کرده بسیار مهم است. اگر انتظار رود که چنین رفتاری در آینده هم ادامه پیدا کند، می توان از 
 .الگوهای گذشته برای راهنمایی بهتر در انتخاب روش پیش بینی مناسب برای آینده هم استفاده کرد

هدف آنالیز سری های زمانی کشف الگویی در داده های گذشته یا سری های زمانی و سپس پیش بینی 
نی های یالگویی برای آینده است؛ این پیش بینی تنها بر مقادیر گذشته متغیر و/ یا خطاهای پیش ب

  .گذشته تکیه دارد

در سالهاي اخير با ثبت منظم داده ها و به وجود آمدن بانك هاي مختلف اطلاعاتي در سراسر دنيا تمايل 
به استفاده ازسري هاي زماني افزايش يافته است . سري ها ي زماني كه زيرشاخه اي از آمار و احتمالات 

امروزه با آگاه تر شدن  ]1[مان مرتب شده است . ميباشد، مجموعهاي از مشاهدات است كه برحسب ز
پژوهشگران از كاربردهاي سري هاي زماني به طور وسيع در خدمات بهداشتي و درماني، صنایع، انرژی، 

 ]2[حمل و نقل و بسیاری از حوزه های دیگر مورداستفاده قرار مي گيرد . 

 

 داده های سری زمانی تک متغیره  1-1

داده های سری زمانی تک متغیره از آن جهت که تنها دارای یک ویژگی وابسته به زمان برای پیش بینی 
اطر ها به خمقادیر آینده هستند به عنوان داده های سری زمانی تک متغیره تلقی می شوند. این نوع داده 

 تک متغیره بودن از درجه سخت تری برای پیش بینی قرار دارند.

روزانه در شرکت های توزیع که به منظور ارائه به شرکت مدیریت شبکه و همچنین به پیش بینی بار 
منظور اتخاذ روش مناسب مدیریت بار می باشد جدا ناپذیر در شبکه های توزیع محسوب می گردد و 
نیز پیش بینی دقیق بار قیمت تولید برق را رد شبکه قدرت کاهش خواهد داد و در بحث بهر برداری و 

ت اطمینان شبکه قدرت موثر و امری ضروری می باشد و لذا با توجه به تاثیرگذاری الگوهای بار از قابلی
عوامل مختلفی مانند آب و هوایی، اقتصادی، اجتماعی و غیره پیش بینی دقیق امر دشواری می باشد. 

 ته اند.پرداخ به همین دلیل در سال های اخیر با استفاده از روش های مختلف به مسائل پیش بینی بار



داده هایی که برای پیش بینی در این حوزه استفاده می شوند اغلب داده های سری زمانی هستند که از 
برای آموزش مدل ها و ارزیابی نتایج ] 3[مقدار بار مصرفی در روز یا زمان خاصی را نشان می دهند. 

ای ثبت شده اند، داده ها در همه ی دقیقه  5در داده های مصرفی انرژی الکتریکی، که در فواصل زمانی 
نمونه  0999مدل ها به دو قسمت داده های آموزش و تست تقسیم شده اند که داده های آموزش شامل 

 نمونه برای ارزیابی پیش بینی بار می باشد. 129از این نوع داده ها و داده های تست نیز شامل 

ش بینی قیمت برق در ساعات مختلف روز و یا از دیگر مسائلی که در این حوزه وجود دارد مسئله پی
دوره های بلند مدت می باشد، این نوع پیش بینی به مشتریان در مصرف مناسب انرژی در ساعات 
مناسب روز جهت کاستن از هزینه پرداختی بابت مصرف انرژی برق کمک می کند و از یک رو به شرکت 

ده از الگوی قیمت گذاری مناسب مدیریت انرژی را های توزیع برق این امکان را می دهد که با استفا
و در این  ]4[بهتر اداره کنند. این نوع داده ها نیز در برخی از شرکت های توزیع در دسترس می باشند

داده های در داده های قیمت برق  مقاله به عنوان داده های سری زمانی مورد ارزیابی قرار می گیرند.
نمونه برای ارزیابی  84این نوع داده ها و داده های تست نیز شامل نمونه از  12521آموزش شامل 

 پیش بینی قیمت می باشد.

 

 داده های سری زمانی چند متغیره 1-2

داده هایی هستند که دارای ویژگی های بیشتری می باشند و از این رو داده های سری زمانی چند متغیره 
 وابسته به چندین پارامتر مختلف جهت پیش بینی می باشند. 

داشته باشد مسئله تعداد  اند در آن اهمیتمی تو داده های سری زمانی یکی از حوزه هایی که پیش بینی
توان بر اساس آن تعداد پرواز ها، خدمات جانبی که می مسافران روزانه فرودگاه های هواپیمایی است 

و مسائل بسیاری را به ازای پیش بینی های انجام شده از قبل  برنامه ریزی کرد. داده هایی که در این 
ه این کبخش مورد استفاده قرار گرفته است از سایت خرید بلیط هواپیمایی علی بابا تهیه شده است. 

های متعدد ثبت شده ی بلیط های خریداری شده ی روزانه به مدت  مجوعه داده ها متشکل از نمونه
سال می باشد که شامل  2داده های به کار برده شامل اطلاعات خرید مربوط به  سال می باشد. 2زمان 
روز به عنوان آموزش در نظر گرفته شده است و مابقی به عنوان  099نمونه می باشد، که تعداد  239

 بی قرار می گیرد.تست شبکه مورد ارزیا

 



 کارهای مرتبط  2

پیش بینی مصرف انرژی الکتریکی در حوزه های بسیاری کاربرد دارد. علاوه بر بازارهای برق در مدیریت 
سمت تقاضا و کنترل نرخ افت و خیز برق نیز استفاده می شود. روش های پیش بینی معمولی نظیر 

SVR(support vector regression) ، شبکه های عصبی مصنوعی(ANNs)  روش  های منطق
(. در سال GMsو مدل های خاکستری ) ]0[ ARIMA و متد های آنالیز سری زمانی مثل  ]5[فازی 
2992 Ediger  وAkar ]2[  مدلARIMA  292را در شروع برای پیش بینی انرژی مصرفی تا سال 

را برای پیش بینی مصرف  SVMشبکه عصبی مصنوعی و مدل  ]Ogcu ]4را در ترکیه به کار بردند.  
 MAPE(mean absoluteانرژی به کار برد، در این مطالعه برای اندازه گیری میزان دقت مدل از نرخ 

percentage error)  استفاده کردند. که مدلSVR ،0  درصد کارایی مناسب تری نسبت بهANNs 
 نشان داد. 

ق تکنیک های جدید یادگیری ماشین هستند که مورد استقبال قرار شبکه های عصبی مصنوعی عمی
در  و کلاس بندی خوبی راگرفته اند. این تکنیک با داده های بزرگ سرو کار دارد که دقت پیش بینی 

، پیش بینی تابش ]11 [، پیش بینی سرعت باد]19و 0[مسائلی همچون پیش بینی ضریب سهام
در سال های اخیر با پیشرفت های سریع در حوزه شبکه های  .ده اندنشان داو غیره  ]13و 12 [خورشید

هوشمند، شبکه های عصبی عمیق  به صورت گسترده ای در جهت پیش بینی قیمت انرژی و مقدار 
شبکه عیمق عصبی را با داده های مصرفی خانه  ]Ryu ]14مصرف انرژی مورد استفاده قرار گرفته اند. 

ثبت شده بود را آموزش داد، نتیجه این کار نشان می دهد که شبکه عمیق  2910ای که در طی سال 
 DSHW(double seasonal، مدل shallowدقت پیش بینی بهتری را در مقایسه با شبکه عصبی 

Holt-Winters)  و مدلARIMA .دارد 

 

 ده  مدل پیشنهاد ش  3

در داده ای سری زمانی تک متغیره که تنها یک مقدار وابسته به زمان وجود دارد، شبکه های 

عصبی عمیق در حالت عادی نتایج خوبی را نسبت به دیگر مدل ها نشان نمی دهند. برای بهبود مدل 

راج هت استخشبکه های عمیق در برخورد با این نوع داده ها می توان از لایه های کانولوشن تک بعدی ج

یکی  (D convolution-1)لایه ی کانولوشن یک بعدی ویژگی های بیشتر در ابتدای شبکه استفاده کرد. 



از ویژگی های مدل پیشنهادی می باشد که برای پردازش داده های سری زمانی تک متغیره مناسب است. 

استفاده می کند می توانیم داده  k*1از این رو در این بخش با استفاده از لایه کانولوشن که از یک کرنل 

استفاده  از شبکه های  های تک متغیره اصلی را به داده هایی با ویژگی های چند بعدی تغییر دهیم.

LSTM  .یکی دیگر از ویژگی های این شبکه می باشدLSTM   برای مسائل دارای توالی  بینیپیش در

ی اطلاعات گذشته است. از این رو مدل مورد نظر سازکند، زیرا قادر به ذخیرهبسیار قدرتمند عمل می

 LSTMبرای رسیدن به یک نتیجه مناسب استفاده از شبکه ای بود که تلفیقی از لایه های کانولوشن و 

 باشد، که بتواند در برابر داده های تک متغیره عملکرد بهتری داشته باشد.

 ش بینی مصرف انرژی استفاده میکنیم، سپسبا توجه به مسائل در مرحله اول مدل پیشنهادی را برای پی

قیمت برق که داده های آن  تعداد مسافران و  مدل پیشنهادی را تعمیم داده و برای مسئله پیش بینی

 ارتباطی به داده های مصرفی ندارند، به کار می بریم.

 

 نتایج  4

دقت پیش بینی ک عامل مهم در تعیین روش پیش بینی مورد استفاده دقت روش است. سه عامل ی
   و mean absolute error (MAE)  ،mean squared error (MSE)مورد بحث قرار می گیرند

mean absolute percentage error (MAPE)  هریک از این معیارها برای تعیین اینکه یک روش
پیش بینی تا چه حد می تواند داده های سری های زمانی را که اکنون در دست هستند مجددا تولید کند، 
طراحی شده اند. با انتخاب روشی که بهترین دقت را برای داده های شناخته شده فعلی دارد، امیدواریم 

 .نی های بهتر برای دوره های زمانی آتی را افزایش دهیماحتمال به دست آوردن پیش بی

 

 

 



 داده های انرژی مصرفی برق 4-1

 (SVRمدل پایه )  4-8-8

اولین مدل مورد بررسی در پیش بینی داده های سری زمانی که مناسب این نوع از داده ها نیز می باشد، 
است که پس از انتخاب پارامترهای مناسب آموزش، نتایج  SVR (Support Vector Regresssion)مدل 

 زیر از داده های استفاده شده در مرحله تست حاصل شد. 

 مقداردهی پارامترهای مدل :

 kernel type = rbf 
 C = 1000 (Penalty parameter C of the error term) 
 gamma = 0.0001 (Kernel coefficient) 
 epsilon = 0.1 

 :SVRسه مقدار بار واقعی مصرف شده با مقدار بار پیش بینی شده با مدل نمودار مقای

 
 SVRدر مدل   ( بار حقیقی و بار پیش بینی شده1شکل 

 

 نتایج معیارهای ارزیابی استفاده شده برای مدل :

 RMSE: 1.055 

 MAPE: 20.909 

 MAE: 0.500   



 LSTMشبکه   4-8-2

LSTM   کند، زیرا قادر به برای مسائل دارای توالی بسیار قدرتمند عمل می بینیپیش در

سازی اطلاعات گذشته است. از این رو اولین مدل یادگیری عمیق که از آن برای پیش بینی بار ذخیره

 بود.  LSTM  استفاده شد مدل

 : LSTMساختار شبکه 

 

 :مدل شبکه 

برای   Denseنورون و یک لایه  59هر کدام با  LSTMلایه شبکه  2مدل اولیه مورد نظر عبارتند از 

 .1خروجی شبکه به انداره 

 

 LSTM + DENSE( مدل 2شکل 

 



 : ورودی شبکه 

LSTMبعدی است. های سه ها انتظار دارد تا در قالب مشخصی باشند، که معمولا آرایه، از داده

شود. سپس، انجام می ها به یک آرایهو تبدیل آن  (Time Step)گام زمانی 12ها در کار با ساخت داده

گام زمانی و یک ویژگی در هر گام  12 ، تعداد آموزش هاینمونه شاملبعدی ها به یک آرایه سه داده

 خواهد بود. LSTM input_shape = (12, 1)در نتیجه شکل ورودی برای لایه  .شوندتبدیل می

 

 : LSTMنمودار مقایسه مقدار بار واقعی مصرف شده با مقدار بار پیش بینی شده با مدل 

 
 LSTMدر مدل   ( بار حقیقی و بار پیش بینی شده3شکل 

 

 نتایج معیارهای ارزیابی استفاده شده برای مدل :

 RMSE: 0.029  

 MAPE: 12.477  

 MAE: 0.015  

 



 CNN+LSTMشبکه  4-1-3

در داده ای سری زمانی تک متغیره که تنها یک مقدار وابسته به زمان وجود دارد، شبکه های عصبی 
عمیق در حالت عادی نتایج خوبی را نسبت به دیگر مدل ها نشان نمی دهند. برای بهبود مدل شبکه 

تخراج های عمیق در برخورد با این نوع داده ها می توان از لایه های کانولوشن تک بعدی جهت اس
یکی  (D convolution-1)لایه ی کانولوشن یک بعدی ویژگی های بیشتر در ابتدای شبکه استفاده کرد. 

از ویژگی های مدل پیشنهادی می باشد که برای پردازش داده های سری زمانی تک متغیره مناسب است. 
اده می کند می توانیم داده استف k*1از این رو در این بخش با استفاده از لایه کانولوشن که از یک کرنل 

 های تک متغیره اصلی را به داده هایی با ویژگی های چند بعدی تغییر دهیم.

 مدل 

با یک  Denseو یک لایه LSTM   استفاده از لایه ی کانولوشن در ابتدای شبکه، و قرار دادن لایه 
 خروجی در انتهای شبکه.

 
 CONV+LSTM( شبکه 4شکل 

 

 

 

 

 

 



 : CNN+LSTMنمودار مقایسه مقدار بار واقعی مصرف شده با مقدار بار پیش بینی شده با مدل 

 

 CNN+LSTMدر مدل   ( بار حقیقی و بار پیش بینی شده5شکل  

 

 نتایج معیارهای ارزیابی استفاده شده برای مدل :

 

 RMSE: 0.030  
 MAPE: 7.396  
 MAE: 0.014  

 

 

            error 
model 

RMSE MAPE MAE 

SVR 1.055 20.909 0.500 

LSTM 0.29 12.477 0.015 

CNN+LSTM 0.030 7.396 0.014 
 ( مقایسه خطای مدل های مختلف8جدول 

 



 داده های قیمت انرژی مصرفی )تعمیم شبکه استفاده شده در مرحله قبل( 4-2

 برای داده های قیمت برق CNN+LSTMشبکه  4-2-1

  Electric Power Price Forecasting Using Data Mining Techniques(15)در مقاله ای به عنوان 
برای پیش بینی قیمت برق  ARIMA  منتشر شده است، از روش کلاسترینگ  و مدل 2912که در سال 

بر اساس روزهای   k-meansدر این کار ابتدا داده ها با استفاده از دسته بنده مصرفی استفاده شده است 
بر اساس  KNNتکنیک   هفته به سه دسته کلاس بندی می شوند. سپس این داده های کلاس بندی شده با
مورد پیش  بینی  ARIMAماه های سال به دو الگو کلاس بندی می شوند و در انتها با استفاده از مدل 

ده مقدار مصرف انرژی به کار بر را که برای پیش بینی قرار می گیرند. در این قسمت مدل شبکه عمیقی
عمیم تندارند  برق که هیچ ارتباطی به داده های مصرفی برق برای داده های قیمتدر این بخش بودیم، 

 داده های مختلف بدست آمده است.پیش بینی یک مدل مناسب برای  می دهیم با این کار

 

 
 February 0و  5پیش بینی مدل پیشنهادی برای روزهای (0شکل 

 



 
 February 19و  0ش بینی مدل پیشنهادی برای روزهای پی(2شکل  

 

-0و  February 0-5که از پیش بینی مدل مقاله برای روزهای  MAPEدر مقاله ذکر شده مقدار 
19 February  می باشد، در حالی که با استفاده از  2124و  4110بدست آمده است به ترتیب برابر

کاهش یافتند. و این دقت  512و  3152شبکه عصبی عمیق تعمیم داده شده این مقادیر به ترتیب به 
 بالای شبکه عمیق نسبت به مدل استفاده شده در مقاله را نشان می دهد.

 

 هواپیماداده های خرید بلیط  4-3

 پیش بینی با استفاده از مدل پیشنهادی 4-3-1

به دلایلی از جمله تغییر رجوع مشتری ها در  این نوع داده هادر شکل زیر مشاهده می کنید همانطور که 
این امر باعث شده است که پیش بینی این داده ها از  از توزیع خوبی برخوردار نیستند و طی این مدت،

داده های نرمال برخوردار باشد. از این رو با استفاده از مدل پیشنهادی که برای سختی بالایی نسبت به 
داده های برق در نظر گرفته بودیم با توجه به مناسب نبودن داده ها نتیجه قابل قبولی از این پیش بینی 

 حاصل نشد و انتظاری هم از این امر نبود.

 



 
 00 -05مسافرین روزهای مختلف سال (داده های سری زمانی مربوط به تعداد 4شکل 

 
 (مدل استفاده شده برای پیش بینی تعداد مسافرین با استفاده از مدل پیشنهادی0شکل 

 



 
  با شبکه پیشنهادی (خروجی حاصل از پیش بینی تعداد مسافرین19شکل 

 

 تبدیل داده ی سری زمانی تک متغیره به سری زمانی چند متغیره 4-3-2 

داده ای از تکنیک استخراج ویژگی استفاده شد که برای حل چنین مسئله ای با همچین 
باعث شد داده ها از حالت سری زمانی تک متغیره به سری زمانی چند متغیره تبدیل شود 

 و این امر باعث بهبود در پیش بینی شد.

 
 (استخراج ویژگی های مورد نیاز در این مسئله از روی تاریخ پرواز11شکل 

 این ویژگی ها عبارتند از: 

Holidayروزهای تعطیل رسمی سال و همچنین روزهای پنجشنبه و جمعه هر هفته : 

day_of_weekروزهای هر هفته )این ویژگی با توجه به معنی دار نبودن اختلاف در مقادیر آن به : 
one-hot )تبدیل شد 

day_of_month ( روزهای ماه :one-hot) 



month_of_yearذاری فصول مختلف از اهمیت خوبی برخوردار : ماه های سال که به دلیل تاثیرگ

 (one-hot)است.

future_holiday_num(7) روز آینده دارد. 2: اشاره به تعداد روزهای تعطیل در 

future_holiday_num(14) روز آینده دارد. 14: اشاره به تعداد روزهای تعطیل در 

 Random Forestپیش بینی سری زمانی چند متغیره با مدل  4-3-3

بود تا با  Randomo Forest قدرتمند   مدل پایه ای که برای این داده های در نظر گرفته شد مدل
 139استفاده از ویژگی های متعدد بتواند نتیجه خوبی را پیش بینی کند. شکل زیر حاصل پیش بینی 

 روز منتهی به آخر سال را نشان می دهد.

 
 Random Forestپیش بینی حاصل از مدل (13شکل 

 

 Random Forestاستفاده کرده ایم که مقدار آن برای مدل  RMSE  برای اندازه گیری دقت از معیار
 می باشد.  912

 

 برای سری زمانی چند متغیره LSTMاستفاده از شبکه  4-3-4

برای داده های سری زمانی لازم است که داده ها به مسئله یادگیری با  LSTMبرای استفاده از شبکه 
 برای آن خروجی در نظر گرفته شود. نظارت تبدیل شوند یعنی به ازای هر سری از ورودی



می توان با تبدیل این داده ها به باشند  0تا1تنها شامل اعداد برای مثال اگر داده های سری زمانی  
به این صورت که نمونه بعدی به رت مدل های خود را بر روی آن اعمال کرد. مسئله یادگیری با نظا

 عنوان خروجی آن نمونه محسوب می شود.

 
 )صرفا بع عنوان مثال(( داده های سری زمانی تبدیل شده به داده های مسئله ی یادگیری با نظارت14 شکل

 

پس از تبدیل داده ها به یک مسئله ی یادگیری با نظارت با استفاده از شبکه عصبی عمیق که متشکل 
 می باشد می توان یادگیری را انجام داد.  LSTMاز چندین لایه 

 مدل 

 
 ( مدل پیشنهادی برای داده های فرودگاه15شکل 



داده نیز مدل  139انجام می شود و با داده  099یادگیری این مدل نیز همانند مدل قبلی با استفاده از 
 مورد ارزیابی قرار خواهد گرفت.

 
 LSTMپیش بینی حاصل از مدل (15شکل 

 

از  Random Forestرا نشان می دهد که در مقایسه با مدل  9114برای این شبکه  RMSE  معیار
 عمکرد بهتری برخوردار است.

 

 

 تحلیل 5

به صورت تک متغیره مورد بررسی قرار گرفتند، دو دلیل وجود کافی داده ها در داده های سری زمانی که 
بودن، این امکان را فراهم آورد که بتوان با استفاده  stableاز نظر کمی و همچنین کیفیت داده ها از نظر 

از مدل های مناسب پیش بینی خوبی را انجام داد. مدل های پایه ای یادگیری ماشین در مقابل چنین 
اده هایی که تنها یک متغیر وابسته به زمان را در اختیار دارد تا حدودی جواب قابل قبولی را نشان د

  دادند، در شبکه های عمیق مدل مناسبی که این گونه پیش بینی ها را انجام دهد استفاده از شبکه
LSTM  ی های ویژگ خاصیت کانولوشن تک بعدیبود، اما در شبکه های عمیق می توان با استفاده از

ای نوع داده ها را افزایش داد که این کار تاثیر مستقیمی را در دقت پیش بینی نشان داد و حتی به 
  عنوان مدلی تعمیم یافته از آن در داده های متفاوت استفاده شد.

در داده های سری زمانی که از نظر تعداد نمونه دارای محدودیت هستند و همچنین از نظر کیفی در حد 
خوبی  ، نتایجداده ها مطلوبی قرار ندارند، استفاده مستقیم از داده های تک متغیره، به ازای پیش بینی



را در خروجی مدل ها شاهد نخواهیم بود. از این رو در مقابل چنین داده هایی از استخراج ویژگی ها 
بتوانیم  متغیرهای بیشتر استفاده می کنیم تا بتوانیم با توجه به محدودیت داده ها، با کمک گرفتن از

با در نظر گرفتن چنین اعمالی روی داده ها،  مشاهده کنیم. در خروجی مدل ها پیش بینی مناسبی را
شاهد ایجاد نوع جدیدی از داده های سری زمانی خواهیم شد که در بهبود پیش بینی از اهمیت چشم 

که دقت پیشی بینی مسائل سری  LSTMگیری برخوردار است به خصوص برای استفاده در شبکه های 
 زمانی چند متغیره را با بهبود محسوسی به دنبال دارد.
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